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概要：本研究では，包括的な CiM（Computation-in-Memory）シミュレータを提案する．このシミュレータは，CiMに
おけるメモリデバイスのセルの多値度，コンダクタンスのばらつきやシフトなどの様々なメモリデバイスの非理想性
を模擬することができる．本研究では，VGG-16 と ResNet-34のデバイス非理想性による推論精度の劣化を調査した．

シミュレーションの結果，CiM の推論精度にはメモリデバイスにおけるコンダクタンスのランダムなばらつきより
も，コンダクタンスのシフトが重大な影響を与えることが判明した． 
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1. はじめに 

Computation-in-Memory（CiM）は，メモリアレイ構造を

利用して乗算・累積（multiply-and-accumulate: MAC）演算

を実現する．MAC 演算は，DNN の中で最も計算資源を消

費する[1]．図 1 (a)は，提案する精度評価シミュレータの概

要を示したものである．このシミュレータでは，畳み込み

層と全結合層における重みを任意に量子化し，その重みに

任意の分布に従ったばらつきを付加することや，一定の値

で加減させることができる．このように，DNN の重みを操

作することで，CiM メモリセルにおけるデバイスの非理想

性を再現することができる． 

シミュレータにおいて，操作された重みの分布と推論の

精度を得ることができる． 図 1 (b)は CiM の構造を示して

おり x，w，yはそれぞれ入力データ，重み，出力データを

表している．これらの変数の分解能は，AD/DA コンバータ

の分解能や不揮発性メモリデバイスの MLC 動作によって

制限される．CiM の重みは，図 1(c)に示すように，一様/非

一様な変動やシフトなどの非理想性を持つコンダクタンス

として表される． 

CiM 用の不揮発性メモリには，ReRAM，PRAM，MRAM，

NAND フラッシュメモリ，FeFET などがある[2][3][4][5]．

各デバイスは，図 1 (c)に示されるように，異なる非理想性

を持っている．コンダクタンスの一様/非一様なばらつきや

シフトは，ベリファイ・プログラム，データ保持時エラー，

リードディスターブなどが原因である．そこで，本研究で

は，実際のメモリデバイスの非理想性が DNN の推論精度

に与える影響を調べるため，既存の CiM シミュレーション

プラットフォーム[6][7]よりも，より重み分布を柔軟に操作

できるシミュレータを提案する． 

2. シミュレータによる重みの操作 

本研究では，CIFAR-10をResNet-34で学習したモデルと，

MNIST を VGG-16 で学習したモデルを用いた[8]．図 2 (a)

は，学習した ResNet-34 の第 1 畳み込み層の重み分布を示

している．本発表では，量子化，ばらつき，シフトを模擬
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する．図 2 (b)は図 2 (a)の重みに相当するメモリのコンダ

クタンスを MLC によって量子化した分布を示している．

図 2 (c)は，図 2 (b)の分布に NAND フラッシュメモリのベ

リファイ・プログラムを想定し，正規分布に従うランダム

なばらつきを加えた重みの分布を示している．図 2 (d)は，

PRAM[3]のデータ保持エラーを想定して，図 2 (b)の分布を

一様にシフトしたものである．  

 

図 1 (a) 提案するシミュレーションプラットフォームの概

要． (b) CiM の構造．(c) メモリデバイスの非理想性の例． 

 

図 2 (a) ResNet-34 の第 1 層の畳み込み層における重み分

布 (b)量子化した重み (c)正規分布に従うばらつきを付加

た重み (d) 一定値を加算した重み 
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図 3(a) ビット/セルと推論精度 (b) 標準偏差と推論精度 

(c)正規分布に従うばらつきを付加した重み (d) 一定のシ

フト量を加算した重み 

3. 非理想性による推論劣化の影響 

以下の推論精度は，VGG-16 または ResNet-34 の全ての

畳み込み層と全結合層の重みを操作した結果である．推論

精度は 0.9 を目標としている．図 3 (a)は，１つの重みあた

りの量子化粒度（ビット/セル）と推論精度の関係を示した

ものである． VGG-16 では 4 ビット/セル以上，ResNet-34

では 5 ビット/セル以上が必要であることが判明した．図 3 

(b)は量子化された重みに正規分布に従う分散を加えた重

みの標準偏差と推論精度の関係を示したものである． 

VGG-16 では標準偏差 を 1 量子化ステップ(q.s.)以下，

ResNet-34 では 1/4q.s.以下に収めなければならないことが

判明した．図 3 (c)は量子化された重みに加えたシフト量

と推論精度の関係を示したものである．VGG-16 ではシフ

ト量 を 1/32q.s.以下，ResNet-34 では 1/64q.s.以下にする

必要があることが判明した． 

以上から，実用的な推論を行うためには，メモリデバイ

スは，4 ビット/セル以上が必要であることがわかった．ま

た，メモリデバイスにおけるコンダクタンスのばらつきよ

りもコンダクタンスがシフトしてしまう方が，推論精度が

大きく劣化することが判明した．  

4. おわりに 

包括的な CiM シミュレータを提案した．このシミュレー

タでは，今回利用したデータセットの CIFAR-10や MNIST，

ニューラルネットワークモデルの VGG-16 や ResNet-34 に

限らず，様々なデータセットと DNN を選択することがで

きる．また，ばらつきやシフトメモリデバイスの非理想性

をエミュレートすることを示した．0.9 の推論精度を達成す

るための MLC のビット/セル，コンダクタンスのばらつき

に許容される標準偏差，コンダクタンスの許容されるシ

フト量を表 I にまとめた．シミュレーション結果から，実

用的な推論には 4 ビット/セル以上が必要であること，コン

ダクタンスのばらつきよりもシフトの方が推論精度を大き

く劣化させることがわかった． 
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表 1 シミュレーション結果のまとめ 
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